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Since the introduction of the Feed-In-Tariff (FIT), the amount of photovoltaic power systems (PV) installed at 

homes, factories, and other electricity consumer facilities has been increasing. On the other hand, with the gradual 

termination of the FIT, electricity consumers will need to consume the electricity generated by themselves. 

However, since the amount of electricity generated by PV is greatly affected by weather conditions, it is desirable 

to use PV in combination with energy storage devices to efficiently utilize the amount of electricity generated, but 

accurate prediction of the amount of electricity generated by PV is necessary to efficiently control the energy 

storage devices. Furthermore, in snowfall regions where snow accumulates on the panels, it is necessary to predict 

the amount of PV power taking the effect of snow accumulation into account. To improve the accuracy of PV power 

prediction in snowy regions, the authors have studied a method for estimating the snow coverage on panels using 

meteorological data. In this paper, we report on the results of a comparative evaluation to further improve the 

accuracy of estimating the snow coverage on the panels. 

 

キーワード：再生可能エネルギー，降雪地域，太陽光発電量予測，積雪率予測，ディープラーニング 

(Renewable Energy Resources, Snowfall Area, Solar Power Prediction, Snow Cover Rate Prediction, Deep 

Learning) 

 

1. はじめに 

低炭素・脱炭素化を目的に、電力・エネルギー分野では太

陽光発電システム（Photovoltaic：PV）をはじめとした再生

可能エネルギー、運輸分野では電気自動車（Electric 

Vehicle：EV）をはじめとした電動車の導入拡大が進展して

いる(1)。特に、新エネルギー導入目標達成を目指す背景から

PVの生産量および導入量はともに増加を続けている。さら

に、わが国では、固定価格買取制度（FIT）の導入以降、家

庭や工場などの電力需要家施設内での導入量も増加傾向に

ある。 

一方で、2019 年以降から FIT が順次終了することに伴

い、電力需要家内の PVが発電した電力を自家消費すること

が求められる。しかし、PVの発電量は日射量やパネル面の

温度などの天候条件の影響を大きく受ける。そのため、電力

需要家内で PV を活用して安定的な電力供給を実現するた

めには、蓄電池などの電力貯蔵装置と併用する形が多い。さ

らに、PVによる電力の供給量に応じて蓄電池などの電力貯

蔵装置を効率良く制御するためには、PV発電量を正確に予

測する必要がある。 

PV発電量の予測については、これまで様々な技術検討が

行われており、実用化されている技術も多い。一般的に PV

発電量は天候（特に日射量）から予測する手法(2)～(6)が多く、

回帰モデルによる手法(2)(3)と深層学習をはじめとする機械

学習を用いた手法(4)～(6)に大別できる。一方で、降雪地域で

は、冬に、パネル上に雪が堆積することがある。この場合、

日射量に関係なく発電量は 0になる。その結果、PV発電量

の予測精度の低下を招き、電力貯蔵装置の効率的な制御が

できなくなる。そのため、積雪の状態を考慮した PV発電量

の予測に関する研究(7)～(9)も行われている。既存研究には、

入力データとして、日射量、日照時間、気温、パネル温度な

どの情報に加えて、降水量や積雪深などの気象情報を活用

してパネル上の積雪の状態を考慮して予測を行っている。 

筆者らも先行研究(10)にて、気象データ（日照時間、気温、

降水量、積雪深）を活用して積雪を考慮した PV発電量の予

測技術の検討を行ってきた。しかし、気象データのみを用い

た PV発電量予測において、ある程度の精度で予測すること

ができたが、その一方で、大きく精度を低下させる場合があ
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った。その理由として、電力需要家施設では PVパネルの多

くは屋根に設置されており、さらに、太陽の光をパネルに多

く当てるために斜めにして設置している。そのため、雪が降

ったあとしばらくとすると、気温の上昇などによって融け

る前に、パネルを滑り落ちていき、地上に雪が残っていても

パネルからはなくなってしまうことがある。このような状

況は、気象データのみを使用した場合の降雪地域における

積雪を考慮した PV 発電量予測を難しくする一因になると

考える。 

そのため、筆者らは、先行研究(11)において，PV発電量の

予測精度向上の可能性検討として、監視カメラで撮影した

パネル画像に対して深層学習によりパネル上の積雪率の推

定について検討を行った。そして、評価実験において、推定

した積雪率を使用することで、PV発電量の予測精度が向上

することを確認した。ただし，パネル画像を用いて推定した

積雪率は、あくまでその時刻における積雪率に過ぎず、一日

の発電量や数時間先の発電量を予測するには、時刻の経過

に伴う積雪率の変化を予測する必要がある。 

そこで、本研究では、降雪地域における PV発電量の高精

度な予測手法の確立を目的として、パネル画像から推定し

た積雪率と気象データを用いて予測対象期間の各時刻の積

雪率を予測する手法について検討する。 

2. 研究の概要 

本章では、筆者らが取り組んでいる研究について説明し、

本論文の位置付けおよび本研究の概要について説明する。 

〈2･1〉 本論文の位置付け  本研究で目指す PV 発電

量予測技術を図 1 に示す。本研究では、パネル画像からパ

ネル上の積雪率を推定する積雪率推定、推定した積雪率と

気象データを用いて予測対象日時の積雪率の時間変化を予

測する積雪率予測、予測した積雪率と気象データを用いて

予測対象日時の PV 発電量を予測する PV 発電量予測技術

を構築する。本論文では、指定時刻のパネル上の積雪率と気

象データを用いて予測対象日時の積雪率の時間変化を予測

する手法について検討する。 

〈2･2〉 本研究の概要  本研究の目的は、予測対象日

時の時間変化に伴うパネル上の積雪率を予測することであ

る。本研究では、夜明け以降の 1 時間ごとの気象データを

用いて、数時間先の積雪率を 1 時間単位で予測し、各期間

（具体的には、8 時から 17 時）の予測精度を評価する。本

研究による積雪率予測の構成を図 2 に示す。本研究による

積雪率予測は、学習部と予測部から構成される。学習部（図

2 の左）では、予測対象の各時刻の気象データ（使用する気

象データについては後述）の計測値と、各時刻の積雪率を入

力とし、パネル上の積雪率と気象データの計測値から各時

刻の積雪率の関係を学習したモデルを構築する。また、予測

部（図 2 の右）では、学習部で構築した学習モデルを用い

て、予測対象の各時刻の気象データの予測値と予測対象時

刻の直前までの各時刻のパネル上の積雪率を入力とし、対

象の各時刻のパネル上の積雪率を予測する。 

3. 気象データと積雪率の関係調査 

本研究では、使用する気象データと積雪率の関係につい

て調査する。 

〈3･1〉 調 査 に 使 用 す る 気 象 デ ー タ  今 回 、

OpenWeather 社 (12) の 気 象 デ ー タ を 使 用 す る 。

OpenWeather社の気象データの一覧を表 1 に示す。 

〈3･2〉 気象データと積雪率の相関分析 相関分析の結

果を図 3 に示す。図 3 に示す通り、気温（temp）が最も相

関が高く、0.35 であり、その次は体感温度（feel_like）や大

気温度（dew_point）と、降雪率（snow）の 0.31 であった。

しかし、気温、体感温度、大気温度の相関を見ると、0.8 以

上と強い相関があり、多重共線性の影響を受ける可能性が

考えられる。その他の気象データにおいては、風向

（wind_deg）が 0.23 と相関があり、一見すると積雪率とは

関係のない気象データに相関があることがわかった。 

〈3･3〉 主成分分析による特徴抽出  気象データの特

徴を抽出した形式のデータに変換し、そのデータと積雪率

との関係について調査する。具体的には、表 1 に示す

OpenWeather社の気象データに対して主成分分析を行い、

次元を圧縮する。主成分分析の結果を図 4 に示す。今回は

 

図 2 本研究における積雪率予測の構成 

Fig. 2.  Configuration of snow cover rate 

prediction in this research. 

 

図 1 本研究における PV発電量予測技術の構成 

Fig. 1.  Configuration of PV power prediction 

technology in this research. 
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寄与率が 95%までのデータを使用するため、図 4 に示すよ

うに、2 次元までのデータを使用し、積雪率の関係を相関分

析により分析する。主成分分析により圧縮されたデータと

積雪率の相関分析の結果を図 5 に示す。図 5 に示す通り、

第 1 主成分のデータが積雪率と 0.31 の相関があり、少し強

い相関があることが分かる。また、第 2 主成分については

0.12 とあまり相関がないという結果となった。 

〈3･4〉 積雪率予測に使用するデータ  相関分析と主

成分分析の結果から積雪率予測に使用するデータについて

検討する。まず、相関分析の結果から相関があると考えられ

る温度（temp、feel_like、dew_point）、降雪量（snow）、風

向（wind_deg）の気象データを使用する。温度については、

多重共線性の影響の観点からOpenWeather社の tempのみ

を使用する。また、主成分分析により変換されたデータの第

2 主成分までのデータも使用して積雪率予測を行う。 

4. 積雪率予測手法の検討 

本章では、本研究で適用する手法について検討する。本研

究の目的は、時刻ごとの積雪率の変化を予測することであ

る。予測対象期間の積雪率を予測することであり、具体的に

は、8 時から 17 時までの 10 時間の積雪率を予測対象期間

の気象データを基に予測する。 

〈4･1〉 予測モデル  予測モデルには、深層学習によ

る時系列予測モデルを中心に検討する。構築する予測モデ

ルとしては、対象時刻以前（前日 22 時から 7 時の 10 時間）

の積雪率と対象時刻（8 時から 17 時の 10 時間）の気象デ

ータを入力データとし、対象時刻（8 時から 17 時の 10 時

間）の積雪率を出力データとする。 

〈4･2〉 比較対象の予測モデル  比較対象の予測モデ

ルとしては、DNN、LSTM、GRU、Bi-LSTM、CNNとし

た。これらの予測モデルはそれぞれ異なるアーキテクチャ

と特徴を持ち、積雪率の予測においてもそれぞれ異なる性

能を発揮する可能性がある。以下に各予測モデルの概要に

ついて説明する。 

(１)  DNN（Deep Neural Network）  DNNは深層ニ

ューラルネットワークの一種であり、複数の隠れ層を持つ

ニューラルネットワークである。入力層から隠れ層を経て

出力層に至るまで、情報が非線形に伝播する予測モデルで

ある。DNN は広範なデータパターンを学習する能力があ

り、特徴の抽出と予測の両方に使用される。 

(２)  LSTM（Long Short-Term Memory）  LSTM は

再帰型ニューラルネットワーク（RNN）の一種である。長

期的な依存関係を学習することができ、時系列データに特

に適しています。LSTMは入力ゲート、出力ゲート、忘却ゲ

ートと呼ばれる 3 つのゲートを使用し、過去の情報を保持

しつつ新しい情報を組み合わせて予測を行う。 

(３)  GRU（Gated Recurrent Unit）  GRUも LSTM

と同様に再帰型ニューラルネットワークの一種であるが、

LSTM よりも計算コストが低く、パラメータも少ないとい

う特徴がある。GRUはリカレントゲートと更新ゲートと呼

ばれる 2 つのゲートを持ち、情報の更新と忘却を制御しな

がら予測を行う。 

(４)  Bi-LSTM（Bidirectional LSTM）  Bi-LSTM は

LSTM の拡張版であり、双方向の情報伝播を行う。時系列

データを順方向と逆方向の両方から処理し、過去と未来の

両方の情報を考慮して予測を行う。これにより、より複雑な

構造の時系列データを捉えることができる。 

(５)  CNN（Convolutional Neural Network）  CNN

は主に画像認識などで広く使用される畳み込みニューラル

ネットワークであるが、時系列データの予測にも適用され

る事例もある。CNN は畳み込み層とプーリング層からな

り、特徴の階層的な抽出が可能である。畳み込み操作によっ

て局所的な特徴を捉え、プーリングによって情報を縮約し、

最終的な予測を行う。 

 5. 積雪率予測の精度評価 

本章では、4 章で説明した予測モデルに対して気象デー

タおよび気象データを主成分分析したデータを用いた予測

精度の比較評価を行う。 

〈5･1〉 使用データ  評価に使用したデータは、3 章で

調査した結果を基に決定した。評価に使用するデータの構

成を表 2 に示す。また 、予測対象時刻は、前述の通り、太

陽が出ている 8 時から 17 時まで 10 時間とする。なお、使

用するデータは、2020 年の 12 月 15 日から 2021 年の 2 月

28 日までのデータを使用する。 

〈5･2〉 実験手順  本実験では，まず，前章で説明した

モデルにより積雪率を予測するための学習モデルを構築す

る。その際に使用するデータとしては，2020 年 12 月から

2021年 1 月のデータを使用する。次に，構築した学習モデ 

ルを用いて，積雪率の予測を行う。積雪率予測には，2021

年 2 月の気象データを使用し，各時刻の積雪率を予測する。

また、予測モデルの構築においては、各モデルのハイパーパ

ラメータである中間層数、中間層のユニット数、CNNのチ

ャネル数などは、ハイパーパラメータ自動最適化フレーム

表 1 OpenWeather社が提供する気象データ 

Table 1.  Weather data provided by 

OpenWeather. 

表記 気象項目 

temp 気温 

feel_like 体感温度 

pressure 気圧 

humidity 湿度 

dew_point 大気温度 

clouds 雲量 

wind_speed 風速 

wind_deg 風向 

rain 降水量 

snow 降雪量 
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ワークである Optuna を使用して最適な値を探索した。 

 

図 4 寄与率 

Fig. 4.  Contribution ratio. 

 

図 5 主成分分析による変換したデータと積雪率の相関 

Fig. 5.  Correlation between transformed data 

and snow coverage by PCA. 

 

図 3 気象データと積雪率の相関 

Fig.3  Correlation between weather data and snow coverage. 
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〈5･3〉 評価指標  気象データと各予測モデルの性能

を評価するため、今回は評価指標に平均絶対誤差（MAE）

を採用した。 

 

𝑀𝐴𝐸 =
1

𝑁
∑|𝑌(𝑡) − 𝑦(𝑡)|

𝑁

𝑡=0

. . . . . . . . . . . . . . . . . . . . . . . . (１) 

 

t は予測対象時刻を表し、Y は正解値（計測値）、y は予測

値，N は予測対象のデータ数を表す。 

〈5･4〉 結果と考察  本実験の結果を表 3 と図 6 から

図 8 に示す。表 3 は各データパターンと予測モデルの平均

絶対誤差（MAE）を表しており、図 6 から図 8 は、データ

パターンごとの各時刻の平均絶対誤差である。表 3 に示す

ように、気象データを主成分分析により変換したデータを

用いた場合が、気象データを用いた場合より精度良く予測

できていることがわかる。また、予測モデルについては、

LSTM や Bi-LSTM といった RNN における予測モデルの

精度が良くなるという結果となった。また、図 6 や図 7 に

示すように、気象データを用いた場合は、予測誤差が 10%

を超える時刻があるが、図 8 に示すように、主成分分析に

より変換したデータにおいて、Bi-LSTMにおいては、すべ

ての時刻において 10%以下の精度で予測できている。 

また、各時刻の積雪率と各モデルによる積雪率予測値を

図 9 から図 11に示す。これからの結果からも気象データを

そのまま使用した場合、積雪率と予測値が乖離していると

ころが多くあることがわかる。一方で、図 11 に示すように、

主成分分析により変換したデータを使用した場合、多少乖

離のある個所もあるが、図 9や図 10 と比べて少なく、安定

して積雪率を予測できるいることがわかる。以上より、本比

較評価より、主成分分析により変換したデータを用いるこ

とで、予測精度を向上させることができ、さらに、LSTM（Bi-

LSTM）といった RNNの予測モデルが積雪率予測に適して

いることがわかった。 

 

図 8 時刻毎の積雪率予測結果（3） 

Fig. 8.  Results of snow accumulation rate 

prediction by time (3). 

表 2 精度評価に使用するデータパターン 

Table 2.  Data pattern used to evaluate 

predict accuracy. 

No. 表記 使用する気象データ 

1 
積雪率＋相関係数 0.3 以

上の気象データ 
気温、降雪量 

2 
積雪率＋相関係数 0.2 以

上の気象データ 
気温、降雪量、風向 

3 
積雪率＋主成分分析によ

る変換された気象データ 
第 2主成分までの変換データ 

 
表 3 積雪率予測結果 

Table 3.  Snow rate prediction results. 

 
1.相関係数 

0.3以上 

2.相関係数 

0.2以上 
3.PCA 

DNN 12.08% 14.23% 9.58% 

LSTM 7.60% 9.88% 6.88% 

GRU 8.57% 9.11% 7.96% 

Bi-LSTM 7.90% 9.77% 5.67% 

CNN 8.16% 12.81% 7.93% 

平均 8.86% 11.16% 7.60% 

 

 

図 6 時刻毎の積雪率予測結果（1） 

Fig. 6.  Results of snow accumulation rate 

prediction by time (1). 

 

図 7 時刻毎の積雪率予測結果（2） 

Fig. 7.  Results of snow accumulation rate 

prediction by time (2). 
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6. おわりに 

本研究では、降雪地域における PV発電量の高精度な予測

手法の確立を目的として、パネル画像から推定した積雪率

と気象データを用いて予測対象期間の各時刻の積雪率を予

測する手法について検討した。具体的には、まず、入力デー

タの検討として、OpenWeather社が提供している気象デー

タに対して、相関分析により積雪率と相関のある気象デー

タの把握を行い、また、主成分分析により変換したデータを

用いて積雪率との相関関係を分析した。次に、深層学習の手

法である DNN、LSTM、Bi-LSTM、GRU、CNNのネット

ワークモデルを用いた精度評価を実施した。その結果、入力

データに気象データに対して主成分分析により変換したデ

ータを用いた場合がすべての予測モデルにおいて最も精度

が良い結果となり、予測モデルについては、RNNの一種で

ある LSTM（Bi-LSTM）を用いることである程度の精度で

予測できるといった結果となった。 

今後は、本研究で検討した手法を用いて予測した積雪率

を用いて実際に PV 発電量を予測した場合の予測精度につ

いて確認する予定である。 
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図 11 各モデルにおける積雪率と予測値（3） 

Fig. 11.  Snow coverage rate and predicted 

values for each model (3). 

 

 

図 10 各モデルにおける積雪率と予測値（2） 

Fig. 10.  Snow coverage rate and predicted 

values for each model (2). 

 

 

図 9 各モデルにおける積雪率と予測値（1） 

Fig. 9.  Snow coverage rate and predicted 

values for each model (1). 
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