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Characteristic expressions such as keywords in the utterances of local assembly minutes are not only useful for
understanding the issues of the region and the speaker’s arguments, but also provide clues for finding dialects.
In a classifier that estimates regions and speakers from utterances, tokens that contribute to classification may
become expressions that characterize regions and speakers. In this study, we constructed a BERT-based classifier
for local assembly minutes from all over Japan, and extracted tokens that contribute to classification based on
SHapley Additive exPlanations (SHAP) as feature expressions. As a result of the experiment, the accuracy of
the classification was about 50%. From the successfully classified utterances, place names, dialects, and political
issues were extracted as region-specific expressions. In addition, we confirmed that it is possible to extract feature
expressions consisting of multiple tokens with consideration of the context.

1. はじめに
現在，多くの地方自治体の議会会議録は各々のWebサイト

を通じて閲覧することができる．筆者らは全国 47都道府県の
議会会議録を収集・整理する手法を確立し，「地方議会会議録
コーパス」の構築を進めている [Kimura 2016]．このコーパス
は比較分析を定量的に行えるよう，収集の期間や対象自治体を
整えた上で都道府県議会会議録の収集が行われており，発言者
情報は人手による名寄せ処理を行っている．
地方議会における議論の内容を分析・可視化するために，発

言中のキーワードや特徴的表現の抽出を試みる研究が行われ
ている．キーワードや特徴的表現は，都道府県のみならず市区
町村も含めた地方議会会議録全体で考えると，図 1 に示すよ
うな 3つの階層（都道府県単位，市区町村単位，発言者単位）
で階層化することができる．これらの階層を考慮した分析を
行うことで，地域特有の課題や発言者の政治思想といった特徴
を見出すことができ，議会の議論を可視化する材料となり得
る．地域レベルの階層を考慮した分析例として，[二階堂 2015]

は地方議会会議録を用いた言語の地域差（方言）に関する分
析を行っており，[高丸 2017]は各都道府県議会で議論される
政治課題が TF-IDFに基づいて抽出される特徴語に現れるこ
とを明らかにした．発言者レベルの階層を考慮した例として，
[内田 2019]は 47都道府県議会の議員を対象に，議員の発言に
おける性別・年齢層別の特徴を可視化した．特徴語の抽出には
対数尤度比を用いており，抽出した特徴語が政治課題かどうか
を判定する政治語彙度を新たに提案している．また，地方議会
会議録コーパスを題材にして全文検索や地域差・時系列の可視
化機能を提供するシステム「ぎ～みる」[Ototake 2018]∗1 は，
入力された単語に対して発言者単位で TF-IDFスコアを提示
することで，誰がその単語に関心を持っているかを把握する手
助けとなる機能も提供している．
しかしながら，前述した従来の分析では抽出対象となる特

徴表現はキーワード，すなわち単語レベルであり，複数の単語
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∗1 http://local-politics.jp/

が連なるようなキーフレーズを考慮できない問題点がある．ま
た，ある表現と共起することでキーワードと見なせるような，
文脈に依存する特徴的表現を考慮していない．たとえば，「主
要地方道田川直方線バイパス」，「田川市と直方市を結ぶ重要な
幹線道路」はともに同じ道路を指している表現であるが，どち
らも複数の単語で構成されるフレーズであり，かつ個々の単語
は地名が含まれるものの，キーワードとは見なしづらい一般
的な単語となっている．複数の単語で構成されるものとして，
「～したいんやろうと思う」のような方言と考えられる表現も
存在する．このような単語の境界を超える特徴的な表現を抽出
することができれば，より効果的な地域特有の表現の可視化に
つながると考えられる．
そこで本研究では，事前学習済みの BERT[Devlin 2019]を

用いた分類器を構築し，分類器の判断根拠を数値化することで
発言文中の特徴的な表現を抽出する手掛かりとなるかを分析す
る．文脈を考慮できるBERTを用いることで，文脈に依存する
分類器の判断根拠，すなわち複数単語の連なりや共起を含む特
徴表現の抽出を試みる．具体的には，発言文を入力として地域
や発言者を推定する分類器の出力について，SHAP（SHapley

Additive exPlanations）[Lundberg 2017] を用いて推定に影
響を与えるトークンを可視化する．地域や発言者の推定に成功
する場合に，推定に寄与するトークンが地域や発言者を特徴付
ける表現となるかを確認する．

2. 地方議会会議録
本研究では分類器の分類対象に応じて 2 種類のデータセッ

ト「Discuss データセット」「福岡県議会データセット」を使
い分ける．
Discussデータセットは，NTTアドバンステクノロジ株式

会社が提供する議会ソリューションであるDiscussシリーズを
導入している地方自治体を対象に，議会会議録を収集して作
成した．収集対象自治体数は 316，期間は 2018年とした．そ
の結果，収集した発言数は約 725 万発言となった．しかしな
がら，発言文の中には短い定型文のようなものが含まれ，特徴
表現の抽出には適さないと考えられるため，本研究では 40文
字以上含む発言文のみを用いることとした．40文字以上含む
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図 1: 分類クラスの階層

発言文の数は約 366万発言となり，総数の半分程度となった．
Discussデータセットは都道府県の分類モデルおよび特徴表現
抽出に用いる．収集した 316 自治体について，宮城県および
沖縄県の自治体が一切含まれていないため，分類対象である都
道府県の種類は 45となる．
福岡県議会データセットは，地方議会会議録コーパスとし

ても収集済みである 2015年から 2019年の福岡県議会会議録
データを用いた．発言総数は 62, 479発言であるが，議員の政
治思想に関連する特徴表現を抽出する狙いから，発言者を発言
数が多い議員の上位 25人に限定し，その結果得られた 46, 218

発言を用いた．福岡県議会データセットは発言者の分類モデル
および特徴表現抽出に用いる．
それぞれのデータセットは無作為にシャッフルしたうえで，

訓練データ用として 80%，検証データ用として 10%，評価デー
タ用として残り 10%に分割した．

3. 特徴表現の抽出方法
3.1 分類モデル
本研究では事前学習モデルとして，東北大学が公開している

“bert-base-japanese-v2”∗2 を用いた．日本語Wikipediaで事
前学習されており，トークン分割はMeCab（Unidic）＋Word-

Pieceで行われる．モデルサイズは 12層，768次元，ヘッド
数 12である．
2.で述べた 2種類のデータセットの訓練用データを用いて，

都道府県の分類，発言者の分類それぞれのファインチューニン
グを行った．分類には，入力単語列の先頭に付加する “[CLS]”

トークンに対応する事前学習モデルの最終層の結果を用いた．
分類クラス数は，Discussデータセットによる都道府県分類が
45，福岡県議会データセットによる発言者分類が 25 である．
モデルの実装には Hugging Face Transformers∗3 が提供する
BertForSequenceClassificationを用い，batchサイズ 48，最
大入力長 256，10 epochで訓練を行った．
また，都道府県の分類に関してはひらがな表記による方言

の特徴を得ることを目的として，トークン分割の際にひらがな
を含まない 1つ以上のトークンの連続を “[UNK]”トークンに
置き換える後処理の有無を試した．

3.2 分類結果の可視化
評価用データを分類モデルに適用した結果に対して SHAP

を用いることで，入力文における各トークンの分類への貢献度

∗2 https://huggingface.co/cl-tohoku/

bert-base-japanese-v2

∗3 https://github.com/huggingface/transformers

図 2: 福岡県の分類結果の可視化例

（SHAP value）を算出する．実装は SHAP ライブラリ ∗4 を
用いた．SHAP valueの計算は比較的時間がかかるため，本研
究では各分類クラスで分類に成功した事例から分類モデルの出
力スコア上位 100 件のものを抽出し，SHAP value の計算対
象とした．算出された SHAP valueに対して shap.plots.text

による可視化を行い，各トークンの分類への貢献度を色分けで
表現する．本研究ではこの可視化結果を分析し，特徴表現抽出
の可能性を考察する．

4. 分類の評価実験
表 1に，Discussデータセットを用いた発言の都道府県分類

結果を示す．各評価指標における「標準」と「ひらがな」は，
それぞれ 3.1で述べたトークン分割の後処理の無／有を表す．
全体の正解率は標準の場合で 0.543，ひらがなの場合で 0.267

となった．表 1の最右列「テストデータ中の割合」は，テスト
データ中に含まれる当該都道府県の発言の割合を表し，トレー
ニングデータにおいてもほぼ同じ割合である．最も分類性能が
高いのは高知県であり，最もデータ量が多い埼玉県はRecallが
高いものの F1 値は平均的な値となった．ひらがなを含むトー
クンに限定した場合は性能が半減することがわかった．しかし
ながら，青森の Precision= 0.778のように，強く分類に寄与
する特徴を持った発言文が含まれることも明らかとなった．
福岡県議会データセットを用いた発言者分類結果について

は，全体の正解率は 0.506となった．都道府県分類と比較して
性能が低下している原因としては，データ量が少ない点と，地
名などのわかりやすいキーワードが少ない点が挙げられる．

5. 可視化した特徴表現の考察
分類に成功し，かつ分類スコアが高いものについて，トーク

ンの分類貢献度を可視化した結果を示す．紙面の都合上，少数
の代表的な事例を紹介する．
図 2に，Discussデータセットにて福岡県の分類に成功した

結果の可視化例を示す．可視化例において，赤色のトークンは
分類にプラスの貢献度を持つことを表し，高いほど濃い赤色で
表現される．逆に青色の場合はマイナスの貢献度を持つこと
を表す．例文 (1)では「門司」という地名が強い貢献度となっ
ており，キーワードと見なせる例となっている．例文 (2)では
作家の名前に加え，「動物園内に絵本ギャラリーのあるまち大
牟田」という地域を特徴付けるフレーズが見て取れる．(2)の
例は，地名以外の単語について単独ではキーワードとして考え
づらく，文脈依存のキーフレーズが抽出できる可能性がある．
しかしながら，全体的には都道府県に含まれる地名が分類貢献
度の上位に来ることが多い印象となった．
図 3 に，ひらがなを含むトークンに限定した Discuss デー

タセットによる都道府県分類結果の可視化例を示す．例文 (3)

は，最も分類性能が高かった北海道の例であり，黒枠で囲まれ
た「とかち」という地名を表すひらがな部分がハイライトされ

∗4 https://shap.readthedocs.io/
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図 3: ひらがなを含むトークンのみの可視化例

図 4: 発言者の分類結果の可視化例

ている．この部分は実際には「フードバレーとかち」という政
策名の一部であり，このような固有名詞の一部に含まれるひら
がな表記の地名がハイライトされる例は他にも多く見受けられ
た．例文 (4)，(5) はともに和歌山県の例であり，文頭や文末
の方言部分がハイライトされていることがわかる．ここでも複
数トークンの連なりから構成される特徴表現の抽出の可能性が
確認できた．
図 4 に，福岡県議会データセットにて発言者の分類に成功

した結果の可視化例を示す．例文 (6)，(7)ともに最も分類性
能が高かった発言者の例である．前述の地域分類の結果と比較
して，政策に関連する単語がよりハイライトされる結果となっ
た．(7)の例では，「アスベスト」の一部分がトークンとして切
り出されてハイライトされており，高い貢献度のトークンに挟
まれる形でマイナスの貢献度のトークンが位置している．
図 5は，図 4と同じ発言者のすべての発言文について，各

トークンの SHAP valueを平均し上位 10件を表示したもので
ある．トークン単位の平均値であるため，個々の発言文におけ
る文脈情報は消失してしまっているが，発言者の全体的な話題
の傾向を把握できる可能性がある．しかしながら，今回用いた
トークン分割の辞書 Unidicは分割単位が短いため，「アスベス
ト」，「ハローワーク」といった単語の一部が切り出される問題
点がある．以上のことから，適切な特徴表現の抽出を行うため
には，貢献度が高いトークンを何らかの形でまとめる工夫が必
要だと考えられる．

6. おわりに
本論文では，BERTを用いた分類器を利用し，SHAPによ

る分類貢献度を可視化することで，分類対象における特徴表現
の抽出の可能性を分析した．実験の結果，分類精度は約 5割と

図 5: 発言者分類に貢献する上位 10単語の例

なったが，分類に成功した事例を可視化した結果，都道府県や
発言者を特徴付ける表現がハイライトされることがわかった．
また，それらの特徴表現には文脈に依存する複数単語の連なり
も含まれることが確認できた．
今後の課題として，ハイライトされたトークンをどの範囲

で特徴表現として抽出するかを検討する必要がある．本実験と
は異なるトークン分割手法を用いることや，長単位の形態素解
析器を併用することなどを試す予定である．
今回分類対象とした発言文の地域や発言者は，地方議会会

議録にもともと含まれている情報であり，正確に分類すること
が目的ではない．分類スコアを活用することで，特徴のない定
型句発言を除外したり，あるいは共通する話題を持つ地域を見
出す手がかりにできる応用が考えられる．また，トークンの分
類貢献度は各分類クラスについて計算されるため，話題の共通
点を持つ議員を発見するための手がかりとしての活用も可能で
ある．将来的には分類貢献度を活用したさまざまな可視化機能
を「ぎ～みる」に導入して公開したい．
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表 1: 都道府県の推定結果

F1 Precision Recall テストデータ
都道府県 標準 ひらがな 標準 ひらがな 標準 ひらがな 中の割合
北海道 0.615 0.344 0.605 0.320 0.626 0.373 8.6%

青森県 0.464 0.070 0.766 0.778 0.333 0.037 0.2%

岩手県 0.570 0.321 0.617 0.334 0.529 0.309 4.2%

秋田県 0.548 0.255 0.627 0.480 0.487 0.173 1.0%

山形県 0.493 0.213 0.578 0.369 0.429 0.150 0.9%

福島県 0.508 0.218 0.523 0.325 0.493 0.164 2.5%

茨城県 0.494 0.189 0.503 0.279 0.485 0.143 2.8%

栃木県 0.458 0.219 0.428 0.265 0.492 0.187 3.0%

群馬県 0.520 0.232 0.561 0.407 0.485 0.163 1.8%

埼玉県 0.546 0.316 0.461 0.217 0.669 0.582 11.1%

千葉県 0.506 0.218 0.506 0.312 0.506 0.168 4.7%

東京都 0.561 0.225 0.543 0.235 0.581 0.215 1.2%

神奈川県 0.631 0.330 0.634 0.273 0.627 0.417 3.5%

新潟県 0.577 0.281 0.660 0.312 0.512 0.256 2.5%

富山県 0.481 0.127 0.532 0.346 0.439 0.078 0.5%

石川県 0.477 0.115 0.625 0.362 0.386 0.068 0.7%

福井県 0.588 0.215 0.546 0.334 0.637 0.158 0.8%

山梨県 0.519 0.190 0.579 0.437 0.471 0.121 1.4%

長野県 0.548 0.220 0.643 0.292 0.478 0.177 3.3%

岐阜県 0.484 0.191 0.534 0.231 0.443 0.163 1.3%

静岡県 0.504 0.258 0.458 0.257 0.560 0.258 3.8%

愛知県 0.513 0.251 0.456 0.202 0.587 0.330 5.5%

三重県 0.575 0.271 0.648 0.321 0.518 0.235 1.3%

滋賀県 0.512 0.240 0.526 0.274 0.498 0.214 1.5%

京都府 0.574 0.266 0.715 0.335 0.480 0.220 1.4%

大阪府 0.532 0.259 0.531 0.265 0.534 0.253 3.5%

兵庫県 0.532 0.205 0.650 0.359 0.450 0.144 1.5%

奈良県 0.614 0.335 0.647 0.469 0.584 0.261 0.7%

和歌山県 0.484 0.155 0.516 0.335 0.456 0.101 0.7%

鳥取県 0.567 0.331 0.769 0.429 0.450 0.269 0.2%

島根県 0.516 0.219 0.603 0.286 0.452 0.178 1.4%

岡山県 0.587 0.260 0.611 0.296 0.566 0.233 3.2%

広島県 0.544 0.205 0.648 0.370 0.469 0.142 1.5%

山口県 0.515 0.211 0.504 0.223 0.527 0.200 2.2%

徳島県 0.500 0.196 0.518 0.255 0.483 0.159 1.0%

香川県 0.556 0.288 0.534 0.343 0.581 0.248 1.5%

愛媛県 0.527 0.198 0.722 0.378 0.415 0.134 1.2%

高知県 0.755 0.255 0.839 0.300 0.685 0.222 1.6%

福岡県 0.484 0.195 0.517 0.271 0.455 0.153 3.3%

佐賀県 0.521 0.115 0.668 0.511 0.427 0.065 0.5%

長崎県 0.540 0.215 0.564 0.351 0.518 0.155 1.4%

熊本県 0.511 0.196 0.674 0.504 0.412 0.121 0.4%

大分県 0.523 0.183 0.589 0.248 0.470 0.145 2.1%

宮崎県 0.469 0.194 0.469 0.276 0.469 0.149 1.0%

鹿児島県 0.581 0.247 0.604 0.351 0.560 0.191 1.3%
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